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IDENTIFICAÇÃO AUTOMÁTICA DAS ORDENS DOS 
MODELOS GARCH UTILIZANDO REDES NEURAIS
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Resumo: Os modelos da família GARCH têm sido utilizados em larga escala para modelagem da volatilidade 
de ativos fi nanceiros sendo o GARCH (1,1) o mais utilizado na pratica. A fase de identifi cação das ordens 
dos modelos GARCH não tem sido explorada. Por outro lado, a tecnologia de sistemas especialistas tem 
sido utilizada em modelos de séries temporais como, por exemplo, em problemas de classifi cação de series 
temporais (Reynolds et al, 1995) e na identifi cação de modelos ARMA (Machado, 2000). O objetivo deste 
artigo é propor um sistema inteligente que seja capaz de identifi car corretamente a ordem dos modelos 
GARCH, facilitando assim a escolha do modelo a ser utilizado e com isso evitar o uso indiscriminado do 
modelo GARCH (1,1).
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Abstract: GARCH models are being largely used to model the volatility of fi nancial assets, and GARCH (1,1) 
is the  one mostly used. The identifi cation of the model specifi cation has not been fully explored. However, 
technology of specialist systems has been used in some applications of time series model as, for example, 
in time series classifi cation problems (Reynolds et al, 1995) and ARMA models identifi cation (Machado, 
2000). The aim of this paper is to propose an intelligent system that can correctly identify the specifi cation 
of GARCH models providing the right choose of the model to be used, avoiding the indiscriminate usage 
of GARCH (1,1) model. 
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INTRODUÇÃO

“A identifi cação da ordem de um mode-
lo GARCH, a ser ajustado a uma série real, 
usualmente é difícil. Recomenda-se que se use 
modelos de ordem baixa, como (1, 1), (1, 2) 
ou (2, 1) e depois se escolha o modelo com base 
em vários critérios, como AIC ou BIC, ...” 
(Morettin e Toloi, 2004).

Os modelos ARCH e GARCH vêm sendo 
bastante explorados, tanto teoricamente quan-
to em aplicações práticas, desde suas respectivas 

criações em 1982 e 1986 respectivamente. Con-
tudo a preocupação está muito concentrada, ou 
na captura dos fatos estilizados (a maioria dos es-
tudos teóricos) ou previsão de volatilidade (que 
normalmente se assume o GARCH (1,1) nos es-
tudos aplicados a séries reais). Não existem mui-
tos estudos concentrados na fase de identifi cação. 
Alguns estudos utilizando tecnologia de sistemas 
especialistas foram feitos em modelos de séries 
temporais como, por exemplo, em problemas de 
classifi cação de series temporais (Reynolds et al, 
1995) e na identifi cação de modelos ARMA (Ma-
chado, 2000). Diante deste contexto, esse trabalho 
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para obtenção de créditos ou emprésti-
mos, para projetos de investimentos, o 
nível da economia pode cair.
Na taxa de câmbio: Pode provocar uma • 
redução signifi cativa no volume de im-
portação do país, se os preços dos bens 
importados e exportados aumentarem 
devido ao risco cambial, fazendo com que 
o consumo destes bens seja reduzido.

A Volatilidade dentro da economia e para 
o mercado fi nanceiro é muito importante, por 
isso, sua estimação e previsão têm um tratamento 
diferenciado dos modelos clássicos de séries tem-
porais (ARIMA de Box.& Jenkins, 1976), pois os 
mesmos não reproduzem algumas características 
fundamentais (fatos estilizados), como a não nor-
malidade condicional/incondicional e a variância 
condicional não constante ao longo do tempo.

Existem diversos tipos de modelos para 
modelagem da volatilidade, como o Alisamento 
Exponencial (EWMA), modelos com volatilida-
de estocástica (VE) e GARCH. Esse trabalho está 
concentrado nos modelos da família GARCH, 
para maiores detalhes sobre outros modelos leia 
Clark (1973), Taylor (1980, 1986 e 1994), Tau-
chen e Pitts (1983). Hull e White (1987) e Har-
vey et al. (1994).

Antes de iniciar com os conceitos dos mo-
delos GARCH é importante conhecer alguns fatos 
estilizados das séries fi nanceiras, com o objetivo 
de clarifi car a inspiração que está por de trás desses 
modelos. Para maior aprofundamento desses fatos 
estilizados leia Bernardo e Fernandes (1999).

Fato Estilizado 1 – Estacionariedade: as • 
propriedades estatísticas da série são in-
variantes ao longo do tempo.
Fato Estilizado 2 - Fraca/Nenhuma de-• 
pendência linear e dependência não line-
ar (efeito GARCH): a série normalmen-
te é pouco ou não autocorrelacionada, 
mas a série do quadrado das observações 
é autocorrelacionada.
Fato Estilizado 3: Não-normalidade: As • 
distribuições das séries fi nanceiras ge-
ralmente apresentam caudas pesadas e 
presença de assimetria, fugindo da curva 
Gaussiana.
Fato Estilizado 4: Existência de conglo-• 
merados de Volatilidade: A série fi nan-

tem como objetivo criar um sistema inteligente 
que seja capaz melhorar a fase de identifi cação da 
ordem dos modelos, evitando assim o uso indis-
criminado do modelo GARCH (1,1). Para isso, 
serão utilizadas séries temporais simuladas para a 
validação do sistema. Os resultados obtidos com o 
sistema inteligente serão comparados com a esco-
lha dos modelos pelas estatísticas AIC e BIC.

Este artigo está dividido em quatro partes 
adicionais, sendo a próxima parte um resumo dos 
principais conceitos relacionados ao artigo. A ter-
ceira parte apresenta os resultados da identifi cação 
utilizando o método de escolha pelos critérios AIC 
e BIC. A penúltima parte propõe um modelo que 
pode ser utilizado para estudar a identifi cação. A 
quinta, e última parte, apresenta as conclusões do 
trabalho.

CONCEITOS

MODELOS GARCH

O mercado fi nanceiro na atualidade sofre 
grande infl uência dos acontecimentos diários. 
Analisando uma série de retornos fi nanceiros, que 
pode ser usualmente representada como uma série 
temporal, que apresenta alternância entre períodos 
de grande e pequena fl utuação dos valores em 
torno da sua média, formando “aglomerados”, 
podemos defi nir volatilidade como “a variação, 
ao longo do tempo, da variância condicional de 
uma série temporal.” (Veiga; Fernandes e Baidya, 
1993)

Essa volatilidade é boa e benéfi ca para o 
mercado fi nanceiro, pois o aumento da volatili-
dade interessa não apenas aos investidores e ana-
listas do mercado, como também aos economistas 
e “policymakers”. Entretanto, quando essa volati-
lidade é excessiva, ela afeta negativamente à eco-
nomia, prejudicando o bom funcionamento do 
sistema fi nanceiro.

A excessiva volatilidade pode interferir no 
mercado fi nanceiro de diversas formas:

Nos preços de ativos fi nanceiros: Essa • 
volatilidade pode afetar o nível de inves-
timento, pois o risco seria maior, indu-
zindo uma procura de outros ativos com 
menores riscos em outros mercados.
Na taxa de juros: Tendo custos mais altos • 
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ceira costuma alternar entre períodos de 
alta volatilidade e períodos com baixa 
volatilidade, ou seja, a variância condi-
cional da série varia ao longo do tempo.

Uma hipótese central na derivação do mo-
delo para precifi cação de opções, sugerido por Bla-
ck e Scholes (1973), é a suposição da série de re-
tornos dos ativos ter distribuição log-normal com 
média e variância constante ao longo do tempo. 
Porem, ele foi fi elmente utilizado até Mandelbrot 
(1963) e Fama (1963 e 1965) proporem, tanto as 
distribuições de caudas pesadas, quanto os con-
glomerados de volatilidade. As características fo-
ram interpretadas como evidencia de volatilidade 
estocástica de ativos fi nanceiros.

Para representar essas características há apro-
ximadamente duas décadas os modelos da família 
GARCH têm sido muito utilizados na literatura 
de fi nanças, principalmente quando se fala em de-
rivativos. O sucesso inicial dos modelos ARCH 
em capturar a dependência não linear permitiu 
muitas extensões. 

Representações dos modelos GARCH 
O primeiro modelo da família GARCH 

foi sugerido por Engle (1982), com o objetivo de 
captar parte dos fatos estilizados de séries fi nan-
ceiras, ele propôs modelar a série dos quadrados 
dos retornos por um modelo Autoregressivo de 
ordem q (AR(q)), chamando assim esse modelo 
de Autoregressive Conditional Heteroskedastic ou 
ARCH(q), que pode ser expresso pela expressão:

2 2 2 2
1 1 2 2t t t q t q tu a u a u a u wζ − − −= + + + + +K      (2.1)

onde tw  é um ruído branco:
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      (2.2)

Às vezes é conveniente utilizar uma repre-
sentação alternativa para o processo ARCH (q) 
que impõe uma hipótese um pouco mais forte 
a respeito da dependência serial de tu , suponha 
que:

t t tu hυ=  (2.3)

Onde:

 ( ) ( )20 1t tE Eυ υ= =  (2.4)

Se th  for escrito como:

2 2 2
1 1 2 2t t t q t qh a u a u a uζ − − −= + + + +K     (2.5)

Implica em:

( )2 2 2 2
1 2 1 1 2 2, ,t t t t t q t qE u u u a u a u a uζ− − − − −= + + + +K K

(2.6)

Logo, se tu  for gerado por  e , então tu  
segue um processo ARCH(q), e se  e  forem subs-
tituídos em , o resultado é:

t t t th h wυ = +    (2.7)

Utilizando a especifi cação de , a inovação 

tw  sobre a representação do AR(q) para  2
tu  em 

pode ser expressa como:

( )2 1t t tw h υ= −    (2.8)

Note que a partir de , mesmo se a variân-
cia incondicional de tw  foi assumida constante,  
a variância condicional de tw  varia ao longo do 
tempo, assim, o modelo ARCH pode descrever os 
conglomerados de volatilidade.

Em 1986, Bollerslev notou em evidencias em-
píricas que era necessário estimar modelos ARCH 
com ordens muito altas para captar a dinâmica da 
variância condicional, com isso criou uma forma 
mais geral e parcimoniosa dos modelos ARCH, 
chamando de Gereralized ARCH ou (GARCH) 
(Bollerslev, 1986) para solucionar esse problema.

A mesma idéia de parcimônia utilizada 
nos modelos ARMA foi utilizada nos modelos 
GARCH. Ou seja, demonstra-se facilmente que 
um MA de ordem um é equivalente a um AR de 
ordem infi nita, então para reduzir o numero de 
parâmetros do modelo se utiliza a junção do AR 
com o MA, criando o ARMA. O modelo GAR-
CH é baseado na especifi cação do modelo ARCH 
de ordem infi nita e th  pode ser expresso como:

2 2

1 1

q p

t t i t i t j t j
i j

h k u hα β− − − −
= =

= + +∑ ∑  (2.9)

Da mesma forma que o modelo ARCH de-
pende de restrições para th  ser positivo para todo 
t, os modelos GARCH dependem das restrições 
de 0k > , 0iα ≥  e 0jβ ≥ . Nelson e Cao (1992) 
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notaram que as condições 0iα ≥ e 0jβ ≥  eram 
sufi cientes, mas não necessárias, com isso argu-
mentaram que impondo que todos os coefi cientes 
sejam não negativos é muito restritivo e alguns 
desses coefi cientes foram estimados negativos na 
pratica com a variância condicional positiva. Con-
seqüentemente, foi relaxada essa imposição, e na 
prática costuma-se estimar sem essas restrições.
Em muitas aplicações de séries temporais de 
alta freqüência, a variância condicional estimada 
usando um processo  GARCH (p,q) exibe uma 
forte persistência, que é:

1 1
1

p q

j i
j i

β α
= =

+ ≈∑ ∑

Se 1 1
1

p q

j i
j i

β α
= =

+ <∑ ∑ , o processo ( tu ) é 
estacionário de segunda ordem, e o choque na 
variância condicional de 2

tσ  tem um impacto 
decrescente em 2

t hσ + , quando h cresce, e é assinto-
ticamente insignifi cante. Essa propriedade é cha-
mada na literatura de persistência.

Outras variações foram propostas com ob-
jetivos diversos como o Exponential GARCH 
(EGARCH) [Nelson, 1991 e Engle e Ng, 1993] 
e o TGARCH [Zakoian, 1991, Glosten et al., 
1993, Rabemananjara e Zakoian, 1993] que bus-
cam captar o efeito de assimetria, ou seja, o fato de 
choques negativos nos retorno dos ativos apresen-
ta um impacto maior do que os positivos.

Os modelos ARCH e GARCH serão utili-
zados como objeto de estudo.

Estratégia de Modelagem
Segundo Franses e Djik (2000), a seqüência 

de modelagem normalmente envolve os seguintes 
passos:

Calcular estatísticas de séries temporais • 
(ACF e PACF)
Comparar os valores ou tamanhos des-• 
sas estatísticas com valores teóricos que 
digam se o modelo é adequado. (Iden-
tifi cação)
Estimar os parâmetros do modelo suge-• 
rido no passo 2. (Estimação)
Avaliar modelos utilizando métricas de • 
adequação. (Validação)
Reespecifi car o modelo se necessário.• 
Use o modelo com propósitos descriti-• 
vos ou preditivos. (Previsão)

A preocupação deste estudo está na fase • 
de identifi cação da estrutura de defa-
sagem apropriada para a equação de 
variância condicional em um processo 
GARCH. As funções de autocorrelação 
e de autocorrelação parcial das séries de 
inovações são normalmente usadas para 
identifi car e validar o comportamento 
temporal das séries dos modelos ARMA 
(Box and Jenkins, 1976). Bollerslev et al. 
(1988) mostrou que essas mesmas fun-
ções, quando aplicadas à série dos qua-
drados dos resíduos podem ser úteis para 
identifi car e validar o comportamento 
temporal da equação da variância con-
dicional na forma de GARCH. Logo, a 
identifi cação e validação de um processo 
GARCH pode ser feita como:

Seja nτ  a n-ésima autocorrelação e kkφ  a 
k-ésima autocorrelação parcial de 2

tu  obtidos pela 
solução das equações para o GARCH, análogas as 
equações de Yule-Walker. As interpretações usuais 
são aplicáveis. Para um processo ARCH(q), kkφ  
tem um corte brusco após o q-ésimo lag, com-
portamento idêntico a função de autocorrelação 
parcial dos processos AR(q). Por outro lado, a 
função de autocorrelação de 2

tu para um processo 
GARCH(q,p) é em geral diferente de zero e dacai 
lentamente. Desta maneira, as funções de auto-
correlação e autocorrelação parcial de 2

tu  podem 
ser utilizadas para identifi car e validar a forma dos 
modelos GARCH. 

Outra forma de identifi car a arquitetura dos 
modelos GARCH é utilizar as estatísticas AIC e 
BIC, o modelo que apresentar a menor estatísti-
ca é selecionado como o modelo identifi cado. O 
capítulo 3 apresenta alguns resultados utilizando 
essa forma de identifi cação.

Esse trabalho está concentrado na fase de 
identifi cação dos modelos, em particular da dos 
modelos GARCH simétricos. 

REDES NEURAIS

Um dos modelos de inteligência computa-
cional mais utilizados nos dias de hoje são as redes 
neurais. De acordo com Haykin (1999), em 1943, 
McCulloch e Pitts deram início à era moderna das 
redes neurais com um trabalho pioneiro e inova-
dor. Ao aliar os conhecimentos de McCulloch, 
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psiquiatra e neuroanatomista, com o raciocínio 
lógico do prodígio matemático Pitts, esse traba-
lho descreve um cálculo lógico das redes neurais, 
assumindo um modelo de um neurônio que se-
guia uma lei “tudo ou nada”. Com um numero 
sufi ciente dessas unidades simples e com conexões 
sinápticas ajustadas apropriadamente e operando 
de forma síncrona, eles mostram que uma rede 
assim construída realizaria, a principio, a compu-
tação de qualquer função computável. Esse tra-
balho serviu de inspiração para diversos pesquisa-
dores como Von Neumann, Hebb, Ashby, Taylor 
entre outros e é considerado o marco de inicio das 
disciplinas redes neurais e inteligência artifi cial.

As redes neurais são modelos matemáticos 
inspirados no cérebro humano, ou seja, são cons-
truídas a partir de arquiteturas de neurônios co-
nectados, cada neurônio sendo representado por 
uma equação matemática, e cada ligação entre os 
neurônios sendo representadas por pesos ou fun-
ções, que geram sinais de propagação simulando 
a sinapse. A Figura 1 exemplifi ca uma arquitetura 
de uma rede neural de múltiplas camadas.

Camadas intermediárias

... ...

ConexõesCamada de 
entrada Camada de 

saída

Camadas intermediárias

... ...

ConexõesCamada de 
entrada Camada de 

saída

Figura 1: Exemplo de arquitetura de uma rede 
neural de múltiplas camadas

A camada de entrada representa os padrões 
(ou observações) que serão apresentados à rede. 
Essa camada é ligada na primeira camada inter-
mediária por pesos, ou seja, o quanto determinado 
padrão vai infl uenciar cada neurônio da próxima 
camada. As camadas escondidas também estão li-
gadas por pesos sinápticos, o que pode ser inter-
pretado também como suas contribuições para os 
próximos neurônios ligados. Esses pesos possuem 
o “conhecimento” da rede, pois são eles que são 
adaptados durante o treinamento. Na camada es-
condida é feita a maior parte do processamento. 
A camada de saída fornece o resultado de todos os 
cálculos entre valores de entrada, pesos e funções 
de ativação.

Cada neurônio (das camadas intermediarias 
e de saída) possui uma função de ativação, que 
dado o sinal recebido pelos outros neurônios, esse 
neurônio fi ca mais ativo ou não. O resultado dessa 
ativação é utilizado para passar o sinal para outro 
neurônio ou para o resultado fi nal da rede. Uma 
rede neural é especifi cada principalmente pela sua 
topologia, pelas características dos neurônios e pe-
las regras de treinamento. 

A maioria das redes neurais é treinada por 
algum algoritmo representado por uma equa-
ção matemática ou várias equações combinadas, 
com o objetivo de produzir, a partir da saída da 
rede, um valor numérico que servirá para ajus-
tar o valor das conexões de pesos de cada unida-
de de processamento. Esse algoritmo determina 
como os pesos de ligação da rede serão ajustados, 
com isso alterara a ativação dos neurônios diante 
de um conjunto específi co de estímulos de en-
trada, o que pode ser chamado de aprendizado.
Existem dois tipos de aprendizados para as redes 
neurais, o aprendizado supervisionado e o não 
supervisionado. No aprendizado supervisionado, 
também chamado de aprendizagem por correção 
de erro, os dados possuem exemplos, com isso 
se compara à saída da rede com os exemplos, ou 
seja, esses tipos de algoritmos visam minimizar 
esse erro. Já no aprendizado não supervisionado, 
também chamado de aprendizado baseado em 
memória, não existem exemplos a serem seguidos, 
e os algoritmos visam agrupar dados que possuem 
similaridades, e maximizar a diferença entre as ca-
racterísticas de grupos diferentes.

IDENTIFICAÇÃO UTILIZANDO 
AIC E BIC

Para testar a identifi cação dos modelos com 
base nos critérios AIC e BIC o primeiro passo foi 
simular séries temporais pelos modelos da famí-
lia GARCH. O Matlab foi a ferramenta utilizada 
nesse estudo.

Os modelos utilizados para comparação fo-
ram: ARCH (1), ARCH (2), GARCH(1,1), GAR-
CH (2,1) e GARCH (1,2), sendo simuladas 1.600 
séries utilizando cada um dos modelos anteriores 
(variando o tamanho das séries, representando sé-
ries diárias de um mês (22), um trimestre (66), um 
semestre (132) e um ano (264), respectivamente), 
totalizando 8.000 séries. Para essa simulação foram 
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gerados números aleatórios no intervalo (0,1), res-
peitando as condições de estacionariedade dos mo-
delos GARCH. Para os critérios de identifi cação 
foram escolhidos os modelos com a estrutura que 
apresentar a menor estatística AIC e BIC dentre os 
modelos estimados por máxima verossimilhança. 
A Tabela 1 apresenta uma análise de sensibilidade 
para os acertos da identifi cação dos modelos, quan-
do se aumenta o tamanho das séries.

Tabela 1: Resultados das identifi cações dos 
modelos pelos critérios AIC e BIC

Tamanho 
das séries

Identifi cação 
pelo AIC

Identifi cação 
pelo BIC

Acertos % de 
acertos Acertos % de 

acertos
22 488 24,4% 465 23,3%
66 809 40,5% 734 36,7%

132 1070. 53,5% 947 47,4%
264 1.371 68,6% 1.200 60,0%

Total 3.738 46,7% 3.346 41,8%

A identifi cação por esses critérios apresen-
tou um acerto abaixo de 50% em média. Para as 
séries anuais, esse acerto foi melhor, alcançando 
68,6%. Porém, considerando as séries com menor 
número de observações (por exemplo, séries de 
empresas que fi zeram IPO recentemente), a iden-
tifi cação fi ca muito mais baixa.

Observando o erro de identifi cação por 
cada modelo, apresentado na Tabela 2 e Tabela 3, 
pode ser observado que quanto maior a ordem do 
modelo, maior o erro de identifi cação, intuitiva-
mente esse resultado já era esperado, uma vez que 
essas estatísticas buscam a parcimônia, ou seja, 
elas penalizam os modelos com ordens mais altas, 
tendendo a “viezar” a identifi cação para modelos 
com ordens mais baixas.

Como o critério AIC apresentou um me-
lhor resultado de classifi cação, esse critério servirá 
como parâmetro de comparação com o modelo de 
identifi cação sugerido.

Tabela 2: Percentual de acerto na identifi cação por modelo pelo AIC

N ARCH (1) ARCH (2) GARCH (1,1) GARCH (2,1) GARCH (1,2) Total
22 94,5% 22,5% 3,5% 1,5% 0,0% 24,4%

66 92,8% 64,8% 29,5% 8,0% 7,3% 40,5%

132 92,3% 82,5% 54,0% 23,3% 15,5% 53,5%

264 93,0% 89,8% 74,5% 53,0% 32,5% 68,6%

Total 93,1% 64,9% 40,4% 21,4% 13,8% 46,7%

Tabela 3:Percentual de acerto na identifi cação por modelo pelo BIC

N ARCH(1) ARCH(2) GARCH(1,1) GARCH(2,1) GARCH(1,2) Total
22 96,8% 16,0% 3,0% 0,5% 0,0% 23,3%

66 98,8% 56,5% 25,0% 2,0% 1,3% 36,7%

132 99,3% 79,0% 53,8% 3,5% 1,3% 47,4%

264 99,5% 91,5% 83,0% 19,8% 6,3% 60,0%

Total 98,6% 60,8% 41,2% 6,4% 2,2% 41,8%
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MODELO DE REDES NEURAIS PARA 
AUXILIO À IDENTIFICAÇÃO

Para verifi car a oportunidade de identifi ca-
ção dos modelos GARCH utilizando técnicas de 
inteligência computacional, uma rede neural pode 
ser especifi cada conforme a estrutura apresentada 
na Figura 2.

ACF
Lag 1 a 10

PACF
Lag 1 a 10

Sigmoide

Camada escondida Camada de saída

Sigmoide

Sigmoide

...
Sigmoide Dummy

modelo i

Dummy
(Seleção pelo AIC)

ACF
Lag 1 a 10

PACF
Lag 1 a 10

Sigmoide

Camada escondida Camada de saída

Sigmoide

Sigmoide

...
Sigmoide Dummy

modelo i

Dummy
(Seleção pelo AIC)

Figura 2: Estrutura da rede para identifi cação 
dos modelos GARCH

CONSIDERAÇÕES FINAIS

Como pode ser visto no capítulo 3, os cri-
térios de informação AIC e BIC acertam apenas 
46,7% e 41,8% dos casos, respectivamente, des-
considerando as séries anuais, performance de 
acertos é de 39,5% e 35,8% para os critérios AIC 
e BIC, respectivamente. Assim claramente existe 
oportunidade de aprimoramento na fase de iden-
tifi cação dos modelos GARCH.

Como próximos passos pretende-se imple-
mentar testar esse método de identifi cação para 
escolher modelos a serem aplicados para previsão 
da volatilidade de séries referente a ações de em-
presas que fi zeram IPO recentemente. Essa apli-
cação será importante, uma vez que o mercado de 
ações brasileiro está se consolidando como uma 
boa opção de captação de recursos para empresas 
de médio e grande porte, esse tipo de série estará 
cada vez mais presente no mercado fi nanceiro.
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